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Abstrak. Depresi atau penyakit kejiwaan berakibat fatal pada resiko kemungkinan 

bunuh diri. Depresi dapat didiagnosa sejak dini dan dilakukan secara mandiri. Hal 

ini sangat perlu dilakukan untuk membantu dalam penyembuhan dan pencegahan 

depresi. Model yang tepat dalam mendiagnosa depresi secara mandiri telah 

banyak diusulkan oleh beberapa peneliti. Pada penelitian ini dibandingkan metode 

machine learning yang paling akurat untuk mendiagnosa depresi, diantaranya 

algoritma Naïve bayes, KNN, Decision Tree dan Random Forest. Hasilnya 

diketahui algoritma Random Forest memiliki nilai akurasi paling tinggi diantara 

tiga algoritma lainnya yaitu sebesar 80,02%.  

Kata kunci: komparasi, machine learning, depresi. 

1 Pendahuluan 

Depresi adalah penyakit kejiwaan yang diderita lebih dari 300 juta orang di dunia, 

96% penyebab bunuh diri adalah depresi, tercatat 800.000 orang mati setiap 

harinya akibat bunuh diri. Bunuh diri merupakan faktor kedua terbesar penyebab 

kematian orang dengan rentang usia 15-29 tahun setelah kecelakaan lalulintas [1]. 

Diagnosa gangguan kejiwaan depresi perlu dilakukan sejak dini dan secara 

mandiri  [2] [3], karena diagnosa dini dan mandiri dalam diagnosa ganguan 

kejiwaan depresi sangat penting untuk membantu dalam  penyembuhan dan 

pencegahan depresi [4].  

Model diagnosa mandiri dengan machine learning (ML) [2], [3], [5]–[8] telah 

banyak diusulkan oleh beberapa peneliti di dunia. 

Kelebihan model diagnosa mandiri dibandingkan dengan machine learning 

adalah bahwa machine learning dapat  menangani keputusan yang rumit yang 

tidak dapat dilakukan oleh psikiatri, onkologi, kardiologi, dan dokter seperti 

penentuan prediktor resistensi pengobatan atau perencanaan pengobatan [9]. 

Akan tetapi ML memiliki kelemahan pada jenis dataset dan model yang 

digunakan sehingga akan terpengaruh pada diagnosa yang dihasilkan [9].  
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Machine learning dapat mengurangi dimensi dari banyak variable yang tidak 

dapat diuraikan untuk menjadi objek prediksi dalam diagnosa gangguan kejiwaan 

depresi [6]. Sehingga machine learning lebih tepat digunakan untuk diagnosa 

mandiri gangguan kejiwaan depresi. Namun demikian, machine learning itu 

sendiri memiliki banyak metode dengan karakteristik yang berbeda sehingga 

tidak semua algoritma yang ada dalam ML dapat digunakan untuk melakukan 

diagnosa depresi. 

Pada penelitian ini akan dibandingkan beberapa metode yang ada dalam machine 

learning untuk menemukan metode terbaik yang digunakan untuk diagnosa 

ganguan kejiwaan depresi. Perbandingan metode yang ada pada ML dapat 

menemukan metode terbaik dalam melakukan dignosa ganguan depresi.  

2 Metode Penelitian 

2.1  Kerangka Penelitian 

Metodologi yang diusulkan pada penelitian ini adalah dengan membandingkan 

empat algoritma machine learning, diantaranya Naïve Bayes, KNN, Decision 

Tree dan Random Forest. Kerangka penelitian yang diusulkan dapat dilihat pada 

Gambar 1. 

 
Gambar 1. Kerangka Penelitian 

 

Kerangka pada penelitian ini menggambarkan tahapan demi tahapan dimulai dari 

pemilihan dataset yang menggunakan dataset depression dari situs kaggle.com, 

dimana dataset terdiri dari lima atribut dan 109 baris data.  Pada tahap awal 

dataset difilter dengan cara menghapus baris data yang tidak lengkap (missing) 

dan data ganda. Dataset tersebut akan diujikan menggunakan empat metode 
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populer di machine learning (Naïve Bayes, KNN, Decision Tree dan Random 

Forest) dengan uji validitas menggunakan 10-fold Cross validation. Hasil uji 

validitas dijadikan kriteria algoritma terbaik untuk pengenalan depresi. 

2.2  Data Collection 

Data yang digunakan pada penelitian ini menggunakan data yang public yang 

bersumber dari https://www.kaggle.com/everseek/depression dengan jumlah 

atribut sebanyak lima atribut yaitu: treat, time, acute, age, gender dan sebuah label 

outcome. Sample yang digunakan sebanyak 109 tuple secara random. 

3 Hasil dan Pembahasan  

3.1  Model Komparasi 

Metode machine learning yang digunakan pada penelitian ini diantaranya 

algoritma Naïve-Bayes, KNN, Decision Tree dan Random Forest. Untuk 

memperoleh nilai akurasi berdasar empat metode klasifikasi, menggunakan data 

yang sama. 

 
Gambar 2. Komparasi Model Menggunakan Rapidminer 

Pada penelitian ini dilakukan komparasi empat algoritma machine learning 

diantaranya Naïve-Bayes, KNN, Decission Tree, dan Random Forest. 

3.2  Kasus Naïve Bayes 

Tabel 1. Nilai Prediksi Algoritma Naive Bayes 
 NILAI SEBENARNYA 
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Nilai Prediksi  TRUE FALSE 

TRUE 47 17 

FALSE 10 35 

Nprecission      =
47

47+17
=  

47

64
  = 0,73 

Nreccal    =
47

47+10
=  

47

57
  = 0,82 

Naccuracy         =
47+35

47+35+17+10
=  

82

109
 = 0,75 

 

3.3  Kasus KNN 

Tabel 2. Nilai Prediksi Algoritma KNN 
 NILAI SEBENARNYA 

Nilai Prediksi  TRUE FALSE 

TRUE 42 12 

FALSE 15 40 

KNNprecission  =
42

42+12
=  

42

54
 = 0,77 

KNNreccal         =
42

42+15
=  

42

57
 = 0,73 

KNNAccuracy   =
42+40

42+40+12+15
=  

82

109
 = 0,75 

3.4  Kasus Decission Tree 

Tabel 3. Nilai Prediksi Algoritma Decision Tree 
 NILAI SEBENARNYA 

Nilai Prediksi  TRUE FALSE 

TRUE 46 15 

FALSE 11 37 

DTprecission  =
46

46+15
=  

46

61
 = 0,75 

DTreccal         =
46

46+11
=  

46

57
 = 0,80 

DTAccuracy   =
46+37

46+37+15+11
=  

83

109
 = 0,76 

 

3.5  Kasus Random Forest 

Tabel 4. Nilai Prediksi Algoritma Random Forest 
 NILAI SEBENARNYA 

Nilai Prediksi  TRUE FALSE 

TRUE 52 16 

FALSE 5 36 
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RFprecission  =
52

52+16
=  

52

68
 = 0,76 

RFreccal         =
52

52+5
=  

52

57
 = 0,91 

RFAccuracy   =
52+36

52+36+16+5
=  

88

109
 = 0,80 

 

Berdasarkan pengujian empat model machine learning, dapat dilihat rekap nilai 

akurasi, presisi dan reccal masing-masing algoritma seperti Gambar 3 di bawah 

ini. 

 
Gambar 3. Perbandingan Akurasi N-B, K-NN, Decission Tree, Random Forest 

4 Kesimpulan  

Hasil pengujian empat algoritma machine learning menunjukan nilai akurasi 

Algoritma Random Forest sebesar 80.02%. Nilai akurasi tersebut masih dapat 

ditingkatkan dengan memanfaatkan optimasi algoritma tersebut.  

Dataset yang digunakan pada penelitian ini masih berupa dataset yang bersifat 

pubik sehingga validitas dari dataset yang digunakan masih perlu pendalaman  

untuk mendapatkan hasil yang valid juga, akan lebih baik apabila dataset yang 

digunakan adalah dataset yang telah teruji validitasnya namun pada penelitian ini 

kami tidak hanya terfokus pada dataset yang digunakan akan tetapi kepada hasil 

yang didapatkan dari pengujian beberapa algoritma yang akan digunakan untuk 

mendiagnosa gangguan kejiwaan deprsesi, dari hasil pengujian ini didapat bahwa 

algoritma Random Forest memiliki nilai akurasi tertinggi yaitu sebesar 0,80%, 

jadi dapat disimpulkan bahwa hasil klasifikasi dari dataset yang digunakan sangat 

baik bila menggunakan random forest. Untuk penelitian selanjutnya, algoritma 
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terbaik dapat dioptimasi agar diperoleh akurasi yang lebih tinggi. Dataset 

penelitian yang digunakan dapat dioptimalkan esemble algorithm. 
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